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Abstract 

______________________________________________________ 

Nowadays,  food quality assessment has become a  topic of huge  importance  for both  the 

consumer  and  the  industry  along  the  whole  supply  chain.  Globalisation  has  resulted  in 

increasingly vulnerable and  less transparent food supply chains with greater  incidence of 

sophisticated food fraud especially economically motivated adulteration. With  increasing 

complexity of food chains and hidden food fraud, the authentication of agri­food products 

has  become  necessary.  There  is  a  need  to  develop  analytical  methodologies  to  tackle 

authenticity concerns, reassure safety parameters and ensure product quality. This body of 

work regards different applications of NMR and NIR spectroscopic techniques to evaluate 

authenticity  of  agri­food  products  from  animal  origin.  These  spectroscopic  techniques 

provide structural and physiochemical properties of the sample of interest and could play an 

important role in the assessment of food quality due to their high­throughput and rapidity 

especially when using portable devices. The large datasets that can be generated using the 

various  spectroscopic  techniques  can  be  analysed  through  chemometrics  to  extract  the 

maximum amount of meaningful  information and  to distinguish significant  trends  in  the 

data. 
This  thesis  is  divided  in  four  case  studies  (Chapters  3,  4,  5  &  6)  with  different 

experimental designs, specific aims, food matrices and chemometric applications but they 

all  share  a  common  goal  ­  to  determine  the  viability  of  those  techniques  for  food 

authentication.  
In Chapter 3, a bench­top and a portable NIR spectrometer are used to discriminate 

pyrrolizidine alkaloids (PAs) and their N­oxides (PANOs) in 60 contaminated dehydrated 

bee  pollen  samples.  PAs/PANOs  are  secondary  metabolites  produced  by  plants  as  a 

chemical defence against herbivorous insects. They have been reported to cause toxicity in 

many animal species, including humans especially in  the case of chronic exposure. Since 

the consumption of bee pollen as a food supplement and a health product has increased in 

recent years, there is a need for rapid detection of these natural toxins in food; a challenge 

that  could  be  met  by  NIR  spectroscopy.  The  main  goal  of  this  trial  was  to  assess  the 

feasibility  of  two  NIR  systems  by  means  of  a  statistical  modelling  approach  based  on 

targeted  canonical  discriminant  analysis  (CDA).  The  application  of  CDA  resulted  in  a 

modelling statistical approach that demonstrates the predictive capacity of NIR systems to 
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distinguish  among  the  three  quantitative  PA/PANOs  classes,  especially  for  detection  of 

those samples belonging to the low class, which corresponds to safe samples.   

In Chapter 4, the feasibility of using bench­top and portable NIR spectrometers for 

discriminating chicken breast shelf life is explored since fresh chicken meat (and meat in 

general) is highly perishable,  leading  to rapid loss of freshness during storage. Given the 

relatively short shelf life, preservation of quality during refrigerated storage represents one 

of the main challenges for the poultry industry. For this reason, a fast, cost­effective and 

non­destructive  quality  control  system  to  assess  meat  freshness  is  needed.  The  study 

evaluates the feasibility of using NIR spectrometers combined with multivariate statistical 

models to discriminate chicken breasts during a 14­day refrigeration period. Also, suitability 

of  the  portable  instrument  for  real  time,  on­the­spot  evaluations  is  explored.  NIR 

spectroscopy  showed  reliable  effectiveness  to  recognise  a  7­day  shelf  life  threshold  of 

breasts, suitable for routine at­line application for screening of meat quality. 

In Chapter 5, capability of a VIS/NIR and two NIR instruments (portable and bench­

top)  to  discriminate  among  table  eggs  from quails  fed with different  inclusion  levels  of 

silkworm pupa meal was evaluated. Since insects represent an alternative to conventional 

protein and lipid feedstuffs for monogastric animals, they could provide strategic solutions 

to  address  some  environmental  and  ethical  concerns  linked  to  animal  production  and 

sustainability, and  represent a premium value by declaring a highly­marketable  labelling 

designation. Both NIR benchtop and portable devices combined with PLS­DA, KNN and 

SVM successfully showed capacity to recognise in the eggs the inclusion of insect meal in 

layers  diet  while  the  VIS­NIR  portable  tool  displayed  worse  predictive  capacity.  The 

portable  NIR  spectrometer  had  comparatively  accurate  classification  to  the  benchtop 

instrument, highlighting the potential of hand­held NIR spectrometers in at­line monitoring 

of insect­based feed along the egg supply chain. 
In Chapter 6, discriminant capacity of fatty acids and NMR metabolomic profiles of 

milk  from  three  different  forage­based  dairy  chains  was  tested.  Forage  may  affect  the 

environmental sustainability of a given dairy chain, the quality of milk and its suitability for 

high­value dairy products. For these reasons, the study was conducted to better understand 

the  influence of  the dietary  forage proportion on  the milk metabolomic profile  for better 

understanding of the relationship between feeding system and the wide pool of biomarkers 

useful  to  authenticate  the  milk  dairy  chain.  The  outcomes  showed  that  only  a  total 

replacement of maize silage with legume and grass hays in the cows’ diet led to a significant 

change in the milk metabolomic profile. A low­level FA and NMR data fusion coupled with 
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a CDA chemometric approach has been shown to improve the predictive performance of 

the  supervised  CDA  discriminant  model  of  milk  samples  from  diverse  ensiled  or  dried 

forage­based feeding systems. 
Our findings suggest that both NIR and NMR spectroscopic techniques are effective 

methods for the authentication and analysis of the studied food products. Implementation of 

such  methods  in  routine  authentication  analysis  while  keeping  the  costs  low  and  the 

performance level high can open up the potential for further incorporation of NMR and NIR 

technologies in food analysis.  
   



  vi 
 

 

 

   



  vii 
 

 

List of Commonly used Abbreviations 
 

1H NMR  Proton Nuclear Magnetic Resonance 

CDA  Canonical Discriminant Analysis 

EMA  Economically Motivated Adulteration 

FS  Forage Source 

GC­MS  Gas Chromatography­Mass Spectrometry 

KNN  K­nearest Neighbour 

LC–MS/MS  Liquid Chromatography coupled to Tandem Mass Spectrometry 

MCC  Matthew Correlation Coefficient 

ML  Machine Learning 

MVSA  Multivariate Statistical Analysis 

NIR  Near­infrared 

NIRS  Near­infrared Spectroscopy 

NMR  Nuclear Magnetic Resonance 

PANOs  Pyrrolizidine Alkaloids N­oxides 

PAPs  Processed Animal Proteins 

PAs  Pyrrolizidine Alkaloids 

PCA  Principal Component Analysis 

PLS­DA  Partial Least Squares­Discriminant Analysis 

RF  Random Forest 

SVM  Support Vector Machine 

VIP  Variable Importance in Projection 

 



  viii 
 

 

   



  ix 
 

 

Acknowledgments 
______________________________________________________ 

At the end of this journey I would to express my gratitude, by briefly mentioning the people 

whose contribution helped me cross the finish line.  

First  and  foremost,  I  am  extremely  grateful  to  my  supervisor  Professor  Severino 

Segato,  who  believed  in  my  ability  giving  me  the  opportunity  to  undertake  this  journey 

which proved to be very stimulating and rewarding. Thank you for guiding me along my 

Ph.D. journey, for your tutelage, and for always being available and patient.    

My  gratitude  extends  to  the  University  of  Padova  for  the  funding  opportunity  to 

undertake my studies at the Department of Animal Medicine, Production and Health. 

I would like to acknowledge Professor Flaviana Gottardo and Professor Giulio Cozzi 

for their useful feedback and support in shaping experimental methods and critiquing results. 

Thanks  should  also  go  to  Dr  Lorenzo  Serva  and  M.Sc.  Barbara  Contiero  for  their 

technical  support  and  advice.  Your  extensive  experience  and  knowledge  of  the  field  of 

statistics was fundamental to this work and highly appreciated. 

Thank you to Professor Tom O’Callaghan for the research opportunity at the School 

of Food  and Nutritional  Science  at University College Cork,  Ireland.  Even  if my period 

abroad was not directly connected  to my Ph.D. project,  the opportunity to visit and work 

with such a great institution in the field of dairy science has educated me further and gave 

me more knowledge of the analytical techniques useful for the drafting of this thesis. 

Heartfelt  thanks  to my  close  friends  and  family who were with me  throughout  the 

Ph.D. A huge thanks to my family, especially to my parents Elisabetta and Andrea for giving 

me roots and wings and for the constant support throughout my journey.  

Last but not least, thanks to my partner Shane for always believing in me even when I 

do not; for being my biggest fan and for your tremendous understanding and support these 

last few months. Thanks for being part of my life. 
  



  x 
 

 

 

   



  xi 
 

 

Index 
 

 
CHAPTER 1 Introduction .................................................................................................... 1 

1.1  Food quality ........................................................................................................... 1 

1.2  Analytical techniques for the evaluation of food quality ...................................... 4 

1.2.1  Targeted vs non­targeted techniques ................................................................. 6 

1.3  Nuclear magnetic resonance (NMR) spectroscopy ............................................... 8 

1.4  Vibrational spectroscopy techniques ................................................................... 12 

1.4.1  Near­infrared (NIR) spectroscopy ................................................................... 13 

1.5  Chemometrics applications.................................................................................. 16 

1.5.1  Procedure flow ................................................................................................. 16 

1.5.2  Unsupervised and preliminary approach (graphical approach to the dataset) . 17 

1.5.3  Supervised approach ........................................................................................ 18 

1.5.4  Validation procedure ....................................................................................... 20 

1.5.5  Data fusion ....................................................................................................... 22 

1.6  References ........................................................................................................... 23 

CHAPTER 2 Aim of the study ........................................................................................... 37 

CHAPTER 3  Discriminant Analysis of Pyrrolizidine Alkaloid Contamination in Bee 

Pollen Based on Near‐Infrared Data from Lab‐Stationary and Portable Spectrometers ..... 39 

CHAPTER 4  Assessment of Chicken Breast Shelf Life Based on Bench­Top and Portable 

Near­Infrared Spectroscopy Tools Coupled with Chemometrics........................................ 53 

CHAPTER 5 Spectroscopic Methods and Machine Learning Modelling to Differentiate 

Table Eggs from Quails Fed with Different Inclusion Levels of Silkworm Meal .............. 65 

CHAPTER 6 Use of GC­MS and 1H NMR Low­Level Data Fusion as an Advanced and 

Comprehensive Metabolomic Approach to Discriminate Milk From Dairy Chains Based on 

Different Types of Forage ................................................................................................... 83 

CHAPTER 7 Conclusions ................................................................................................ 101 

 

   



  xii 
 

 

   



 1 
 

 

CHAPTER 1 

Introduction 

______________________________________________________ 

1.1 Food quality    

In  the  past,  food  was  produced  close  to  the  place  of  consumption,  whereas  nowadays, 

globalisation has  increased  the  length of  the “farm to fork”  food  chain,  highlighting  the 

importance of food quality (Lineback et al., 2009). Food quality has become a central issue 

in  the  public  debate,  in  food  policy,  in  industry  and  in today’s food economics,  but  its 

objective description is a very challenging task (Petrescu et al., 2020). The term, a complex 

and multi­dimensional concept,  refers  to a  range of attributes and factors  that are mainly 

related  to  sensory  traits,  shelf  life,  ethics,  nutrition,  authenticity,  freshness  of  food  and 

properties associated with microbiological and technological parameters. Food quality has 

both a subjective and objective dimension. Subjective quality pertains to the experience of 

the consumer, framed by consumer expectations, perceptions, and acceptance (‘fitness for 

consumption’).  Objective  quality  pertains  to  measurable  characteristics  inherent  to  the 

product, physicochemical attributes typically explored by food technologists. At the core of 

the economic  importance of food  is the relationship between the subjective and objective 

quality  of  food.  Food  quality  can  only  be  a  competitive  parameter  for  producers  when 

consumer expectations and desires are translated into physical product characteristics that 

are recognized by the consumer (Grunert, 2005).   

Globalisation has resulted in increasingly vulnerable and less transparent food supply chains. 

As a result, food quality assessment has become of huge importance for both the consumer 

and the industry along all the whole supply chain, from the raw material to the final product. 

Increasing demand for food, globalisation of the supply chain, constant integrity challenges, 

ambiguous  definitions,  and  lack  of  specific  guidance  are  some  of  the  factors  that  have 

resulted in a greater incidence of sophisticated food fraud (Robson et al., 2021; Valand et 

al., 2020). Food fraud is an umbrella term for intentional practices committed for extracting 

economic profits through consumer deception, defined as “any suspected intentional action 

by  businesses  or  individuals  for  the  purpose  of  deceiving  purchasers  and  gaining  undue 

advantage therefrom, in violation of the rules referred to in Article 1(2) of Regulation (EU) 

2017/625”. The  rising  threat  of  food  fraud,  including  the  more  defined  subcategory  of 

economically motivated adulteration  is gaining recognition and concern among consumers, 
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Food Business Operators (FBO’s) and governments and necessitates a constant investigation 

of food to safeguard quality and safety. In particular, high­value food commodities (Table 

1) such as meat, dairy products, alcoholic beverages, oils, bee products, spices, coffee and 

tea  are  vulnerable  to  fraudulent  economically  motivated  adulteration  (EMA)  due  to  the 

potential for economic gain (Galvin­King et al., 2018). In fact, the global estimated value of 

food frauds each year ranges from 10  to 40 billion US dollars affecting 1% of the global 

food industry (U.S. Food & Drug Administration, 2022).  

Table 1. Different types of deliberate adulterants in food products.  
Food product  Adulterants  Purpose/Fraud type 

Ghee  Vanaspati, anatta, & oleomargarine  To make more yellow 

Milk  Water, skim milk  To increase volume 

Condensed milk  Paneer, khoya  To give rich texture 

Butter 
Vegetable oil, anatta, banana, 

oleomargarine 

To increase volume & make 

yellowish 

Milk  Water  Diluition 

Minced lamb meat  Duck minced meat  To increase weight 

Minced chicken 

meat 
Carrageenan solution  To increase weight 

Ice cream  Starch, rice powder or wheat flour  To thicken cream 

Tea leaves  Black/Bengal gram dal husk with colour  To add colour 

Red wine  Juice of blueberries 
To attract/produce deep blue 

precipitate with lead acetate 

Seafood products 
Substitution of a more valuable species by 

a cheaper one 
Substitution 

Sugar  Chalk powder  To increase amount 

Oils  Rancid oil  To increase volume 

Common salt  White powdered stone,chalk  To increase amount 

Honey  Molasses, cane sugar  To increase volume 

Wheat  Ergot (poisonous fungus)  To increase weight 

Modified from  literature (Choudhary et al., 2020; Tibola et al., 2018; Zhang et al., 2019; 
Zheng et al., 2019) 

Food fraud  is a serious offence  that  jeopardizes  food  integrity and undermines consumer 

confidence  in  government  regulatory  mechanisms  and  food  industries.  It  can  prevent 

consumers  from  making  informed  decisions  and  leads  to  unfair  competition  with 

considerable  long­term economic consequences. However,  the  fight against  food fraud  is 

hindered by a lack of a harmonised and consistent definition of the term due to the range of 
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different  categories  of  fraud  (Robson  et  al.,  2021).  For  this  reason,  globally  recognised 

standardised processes and adequate policing of the supply chains and the food industry are 

necessary to deter, mitigate and prevent any food fraud. With increasing complexity of food 

chains  and  hidden  food  fraud,  the  authentication  of  agri­food  products  has  become 

necessary. The determination of food authenticity is an important surveillance measure for 

the official bodies  in charge of  labeling  and for  the  industries controlling  and  testing  the 

quality and traceability of raw materials and finished products (Lohumi et al., 2015; McVey 

et al., 2021). If a sample could be traced along the supply chain from raw material to final 

product,  its  authenticity  can  be  insured.  During  authentication,  it  is  necessary  that  the 

description of the food on the label  is in compliance with  the regulations (Selamat et al., 

2021) in relation  to composition, origin (species, geographical or genetic) and production 

method  (conventional,  organic,  traditional  procedures,  free  range  or  processing 

technologies) (Danezis et al., 2016b) (Fig. 1). Since food safety legislation has become more 

stringent  in modern  times,  there  is  a  need  to  develop  analytical  methodologies  to  tackle 

authenticity concerns, reassure safety parameters and ensure product quality (Kritikou et al., 

2022; Valand et al., 2020)  

 
Fig. 1. Food product features analyzed by the authentication process (Saadat et al., 2022). 
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1.2 Analytical techniques for the evaluation of food quality  

The  growing  concern  about  food  quality  worldwide  has  resulted  in  a  rapid  growth  and 

expansion of authentication procedures through the implementation of reliable and efficient 

technologies  to  ensure  compliance  with  national  laws,  international  standards  and  other 

directives (Selamat et al., 2021). A range of physical and chemical methodologies have been 

developed and established for the investigation of authenticity of agri­food commodities, on­

farm practices and food processing conditions. At the beginning of the 20th century, food 

quality was determined using a  range of destructive,  labor­intensive and  time­consuming 

approaches, with modest analytical performance, that have evolved nowadays into powerful, 

novel  analytical  techniques  (Cifuentes, 2012; Tümsavaş et al., 2013).  To  keep  up  with 

modern demands of food authentication there is a constant need to develop instruments with 

enhanced  analytical  accuracy,  precision,  robustness,  lower  detection  limits,  and  higher 

sample  throughput  (Cifuentes,  2012),  opposite  to  time­inefficient  and  resource­intensive 

conventional  methods  of  analysis.  Furthermore,  authentication  control  can  rarely  be 

completed using a single method, there is no ‘one size fits all’ methodology. Each technique 

provides  specific  information  about  the  sample  or  components  in  question  based  on  a 

specific physical­chemical interaction and each has its own positive and negative attributes 

when  applied  to  food  analysis.  A  comprehensive  strategy  incorporating  several 

complementary  analytical  approaches  is  often  required  (Cifuentes,  2012;  McVey  et  al., 

2021).  
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Fig. 2. Overview of different analytical techniques used for food analysis. 

The analytical methods suitable for the authentication and characterisation of food products 

are based on a variety of chemical, physicochemical and physical methods, mainly targeted 

and  non­targeted­based  approaches  (Fig.  2).  Despite  the  different  development  history, 

theory and range of technical equipment (Tumanov, 1984) each method shares a common 

approach;  namely,  that  a  certain  food  matrix  is  investigated  with  at  least  one  analytical 

technique for data acquisition and subsequently one or more chemometric approaches for 

statistical evaluation (Riedl et al., 2015). Several analytical techniques and combinations of 

techniques  within  chromatography  (e.g.,  hyphenated  techniques),  spectrometry,  and 

spectroscopy have been used to  identify and detect emerging fraudulent trends in various 

food products especially the ones with high market price per volume/weight (Fig. 3). There 

are many analytical instruments useful for food analysis and thus large volumes of raw data 

can  be  generated  for  samples  of  interest.  However,  the  raw  data  in  and  of  itself,  is  not 

informative – it must be processed in order to extract meaningful and useful information that 
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can  then  be  interpreted  by  the  researcher  and  used  to  build  models  that  can  aid  in  the 

understanding the sample in question (De Araújo Gomes et al., 2022). 

 
Fig. 3. Analytical techniques preferred in relation to specific food commodities (Danezis et 
al., 2016a). 

In  recent  years,  the  number  of  publications  concerning  analytical  methods  for  food 

authentication has grown exponentially as reported in Fig. 3 (Danezis et al., 2016a); and in 

relation to food fingerprint analysis, spectroscopic and spectrometric­based studies are most 

reported (Cubero­Leon et al., 2018; Medina et al., 2019). For the purposes of the thesis, an 

in­depth discussion on nuclear magnetic resonance and infra­red techniques is presented in 

Sections 1.3 and 1.4.  

1.2.1 Targeted vs non­targeted techniques 

The analytical methods for authentication are classified into several types (Fig. 4). They can 

search for markers related to a particular adulteration of the product that are not naturally 

present  in  the  food,  and  then  compare  them  with  threshold  limits  often  established  by 

specification rules or regulations. They can point to a targeted analysis of analytes naturally 

present  in  food  or  they  can  simultaneously  measure  a  range  of  analytes/markers  (non­

targeted) and compare these profile (fingerprint) with authentic reference sample databases 

(Donarski et al., 2019). 
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Fig. 4. Targeted versus non­targeted analytical food authentication. 

Targeted  approaches  usually  allow  the  precise  and  accurate  detection  of  marker 

compounds  linked directly or  indirectly  to  the  authentication  issue.  Targeted  approaches 

involve the monitoring of a priori selected metabolites that are known to be directly related 

to  the  characteristics  under  investigation.  The  analytical  targets  are  chemically  or 

biologically characterised before data acquisition and then compared to reference data (legal 

limit or threshold value/database) (Ballin & Laursen, 2019) and are followed by univariate 

statistical analysis. In classical targeted analysis, validation is well defined, comprising the 

whole  procedure  from  sampling  or  sample  preparation  to  statistical  evaluation  of  the 

acquired data  (Riedl et al., 2015). Even  though  they enable  the  lowering of  the analytes’ 

detection  limits  (up  to sub ppt­levels)  in complex matrices,  the extraction procedures are 

often very complex and expensive (Kaufmann et al., 2015). Focusing on a narrow group of 

targeted analytes, these approaches provide limited information about the product, incapable 

of providing an overall picture of samples’ chemical composition making it unsuitable for 

identifying different adulterants that have potentially been added to the food (Cavanna et al., 

2018; Daglia et al., 2014). This example of complexity epitomizes the inadequacy of several 

targeted methods into routine analysis and food surveillance, underlining the importance of 

using methods that instead are able to detect different classes of compounds at the same time 

(Ballin & Laursen, 2019).  

Profiling analysis (pseudo­targeted) is a multi component analysis targeting a group 

of metabolic products or a specific class of compounds. Profiling often provides increased 

classification power and is richer in information when compared to targeted­based method. 

The profile can be used to calculate a value to be tested against a threshold limit, or it can be 

Targeted analysis
Non-targeted analysisFood profiling

Food fingerprinting

Pseudo-targeted

Analytical food authentication
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used  for  comparison  to  a  database  much  in  the  same  way  as  a  non­targeted  analytical 

approach. As an indirect authentication procedure, the obtained data are usually investigated 

using multivariate data analysis (Ballin & Laursen, 2019). 

Non­targeted analysis, also referred to as “fingerprinting”,  globally  studies  the 

metabolite fingerprint itself measuring a range of unspecified analytes/markers, not known 

a  priori,    to  gain  a  comprehensive  insight  into  the  composition  of  the  sample.  Then,  a 

comparison of the profile is made to reference data in order to reveal possible adulterations. 

Non­targeted  analytical  analysis  is  typically  much  more  demanding  when  compared  to 

classical targeted approaches since the workflow requires multivariate statistical models and 

subsequent  model  validation  in  order  to  guarantee  reliability  of  the  data  and  to  allow  a 

conclusion on the applicability of the analysis method (Riedl et al., 2015). Owing to the large 

number of features typically contained in non­targeted analyses, the classification models 

are enhanced and there is an increased chance that the chosen model/analysis is successful 

in accurately describing the data. Emerging technologies will enable parallel measurements 

of  large  number  of  targets  increasing  the  accuracy  and  speed  of  data  collection  while 

decreasing the cost and allowing for measurements to be performed at  the site of sample 

collection (Danezis et al., 2016a). 

1.3 Nuclear magnetic resonance (NMR) spectroscopy 

Nuclear magnetic resonance (NMR) is one of the most suitable methods to obtain “high­ 

throughput” spectroscopic and structural information on a wide range of metabolites  in 

various  food  products  with  high  analytical  precision  (Danezis  et  al.,  2016b).  NMR 

spectroscopy leverages the fact that in the presence of a magnetic field, atomic nuclei absorb 

and emit electromagnetic  radiation  than can be detected  to discern  information about  the 

physical and chemical properties of the material in question (Rusilowicz et al., 2014). NMR 

identifies  the  carbon­hydrogen  framework  in  a  sample  according  to  the  absorption  of 

electromagnetic radiation, allowing for the characterisation of the compounds present (Farag 

et  al.,  2018).  It  is  a  non­destructive,  highly­reproducible  analytical  method  that  can 

determine  and  quantify  a  large  number  of  compounds  simultaneously.  Its  high 

reproducibility  enables  a  single  NMR  instrument  to  be  used  to  conduct  many  different 

analyses without  the need for additional calibration or adjustment  specific to  the material 

under analysis (Minoja & Napoli, 2014). This reduces both the time required for analysis 

and also the cost per sample. An additional benefit of NMR is that it can be used to gather 
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information from samples of all  states of matter, although most  food­related applications 

involve liquids and solids (Tang et al., 2019) (Fig. 5).  

In food analysis two types of NMR are applied, low­resolution NMR (LR­NMR) and 

high­resolution  NMR  (HR­NMR)  (Luykx  &  van  Ruth,  2008).  LR­NMR  instruments 

(frequencies ranging 10–40 MHz), provide less detailed information than the high­resolution 

version due to a sensitivity loss that somewhat limits its applicability. However, LR­NMR 

is typically more accessible and versatile than HR­NMR since it is less expensive and easier 

to use  (Azeredo et al., 2003). HR­NMR (frequencies above 100 MHz)  is a spectroscopic 

technique commonly used in the field of food composition analysis (Consonni & Cagliani, 

2022) since it can provide “high­throughput” spectroscopic and structural information on a 

wide range of molecular compounds. However, HR­NMR comes at a high cost – both in 

terms of the initial capital required to setup and the associated running costs (Luykx & van 

Ruth,  2008).  The  data  gathered  using  NMR  includes  a  diverse  array  of  measurable 

parameters such as peak intensity, frequency (normalized to chemical shift), line shape, line 

width and relaxation times. This technique is an extremely powerful and useful tool that can 

give  insight  into  molecular  structures  and  to  investigate  foodstuffs  at  molecular  scale 

(Eisenmann  et  al.,  2016).  Acquired  NMR  data  needs  to  be  processed  before  statistical 

analysis  can be  carried out  (Fig.  5).  The  choice of  preprocessing  techniques  depends on 

multiple factors, including: the nature of data, the focus of the investigation, and the analysis 

methods to be used. A single approach is not appropriate for all kinds of acquired data even 

within a particular NMR technique. 
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Fig.  5.  Schematic  representation  of  the  workflow  for  the  application  of  NMR­based 
metabolomics in food science (Hatzakis, 2019). 

Despite its usefulness and power, NMR alone is not sufficient to describe precisely the 

constituents of food. Foods are very complex matrices consisting of hundreds or thousands 

of compounds that can and do interact with one another (Hatzakis, 2019; Tang et al., 2019). 

Also, these compounds can be affected by external  factors such as processing, storage or 

transport.   Often, NMR fails  to capture  these details and even more simply, NMR signal 

overlap can occur which results in the misidentification of compounds of interest (Hatzakis, 

2019; Tang et al., 2019). The main disadvantage of NMR compared to other technologies 

used  in  food  analysis  is  its  relatively  low  sensitivity.  The  sensitivity  of  the  experiment 

depends on the type of NMR probe used, the strength of the applied magnetic field, the type 

of the spectroscopic experiment (nucleus, pulse sequence, acquisition parameters) and the 

nature of the sample (Tang et al., 2019). Furthermore, advances in NMR technology (higher 

field magnets and cryogenically cooled probes that increase signal­to­noise ratios (SNR) are 

constantly being made in an effort to overcome any sensitivity concerns (Rusilowicz et al., 

2014). With that said, an alternative, more efficient and holistic interpretation of the gathered 

spectral information needs to be applied. One such approach is food­based metabolomics, a 

member of the “foodomics” family (Cifuentes, 2009), where the data gathered using NMR 

and other analytical methods are combined with multivariate statistical analysis (MVSA) to 

fully characterise a food product as a whole, allowing for the collection of information the 

food’s origin, quality, processing, storage history and sensory perception (Hatzakis, 2019). 
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Metabolomics can also be used to investigate what  impact a specific nutritional approach 

has on metabolism and overall health (Hatzakis, 2019). The vast amount of information that 

can be derived from NMR data often requires a multivariate statistical protocol to effectively 

highlight the possible markers in quality assessment applications. Univariate methods can 

be  used  to  identify  individual  variables  that  differ  significantly  between  groups  and  are 

particularly useful when carrying out targeted studies (Rusilowicz et al., 2014). In addition, 

according  to  the  type  of  investigation,  metabolomic  analysis  can  be  performed  using  a 

targeted or an untargeted approach (Cagliani et al., 2017).  

The  use  of  NMR  and  MVSA  in  routine  analysis  allows  for  the  simultaneous 

identification of a wide range of chemical compounds  (Consonni & Cagliani, 2019) – an 

attribute that is particularly useful when trying to discern food origin and whether food fraud 

is at play. In fact, the coupling of chemometrics and NMR spectroscopy was a significant 

step  forward  in  the  field  of  food  analysis.  Chemometrics  elevated  NMR’s status from  a 

technique used only for compositional analysis to one that could be used to achieve a holistic 

and unbiased food assessment and explore interactions and relationships between chemical 

profile and food properties (Tang et al., 2019).  

Some  use  cases  of  NMR  combined  with  MVSA  include  for  food  authentication, 

quality  control,  geographical  origin,  production  monitoring/improvement  and  sensory 

evaluation (Masetti et al., 2021; Tang et al., 2019).  NMR combined with MVSA has been 

used for assessing the authenticity of certain food products such as wines (Amargianitaki & 

Spyros, 2017; Viskić et al., 2021),  spirits  (Fotakis & Zervou, 2016; Kuballa et al., 2018; 

Monakhova et al., 2012), coffee (Consonni et al., 2018), olive oils (Dais & Hatzakis, 2013) 

and vinegar (Nie et al., 2019; Wang et al., 2016), honey (Olawode et al., 2018), meat (Akhtar 

et  al.,  2021;  Bertram  &  Ersen,  2004;  Zanardi  et  al.,  2015),  fish  (Erikson  et  al.,  2012; 

Shumilina et al., 2016) and dairy (Consonni & Cagliani, 2008; Klein et al., 2012; Niero et 

al.,  2022;  Segato  et  al.,  2019;  Sundekilde  et  al.,  2013;  Tomassini  et  al.,  2019).  In  these 

studies,  NMR  has  been  applied  for  the  investigation  of  the  metabolite  profile  of  dairy 

products,  in  relation  to different  aspects  such  as  feeding  system,  animal  health,  lactation 

stage, milk quality, geographical origin and cheese ripening process. NMR has proved to be 

a valuable contribute to the metabolite profiling, even if further applications of the technique 

in the field are still unexploited and suggested (Scano et al., 2019). In Chapter 6 that follows, 

NMR with MVSA is used to authenticate bovine milk from different feeding systems and to 

better understand the influence of the dietary forage proportion.   
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1.4 Vibrational spectroscopy techniques  

In recent years, a number of vibrational spectroscopic techniques have been developed that 

enable  the  determination  of  complex  chemical  information  from  the  samples  being 

scrutinised. The non­destructive techniques that have been developed can be used for the 

qualitative  and  quantitative  evaluation  of  food  fraud  and  food  authenticity  (Sun,  2009). 

These techniques include Fourier transform near­infrared (NIR), medium­infrared (MIR), 

Raman spectroscopy, terahertz spectroscopies and hyperspectral imaging (HIS) (Beć et al., 

2020).  Spectroscopic  techniques  operate  over  different  and  limited  frequency  ranges 

depending on the process being studied and the magnitude of the associated energy change 

(Lohumi et al., 2015) (Fig. 6). There are many instances where non­invasive techniques such 

as NIR, MIR, Raman spectroscopy and HIS have been used as analytical methods during 

routine analysis of food ingredients and products (Beć & Huck, 2019; Cattaneo & Stellari, 

2019; Cozzolino, 2012; Kartheek et al., 2011; Qu et al., 2015). These techniques have the 

advantage of being non­destructive and have a relatively low analysis cost. Some advantages 

associated with non­destructive vibrational spectroscopy include: the need for minimal or 

no  sample  preparation,  reagentless  preparation,  easy­to­use  instrumentation,  and,  more 

recently,  the  availability  of  portable  and  inexpensive  devices  (Cozzolino,  2022).  These 

spectroscopic techniques have been adopted for both qualitative and quantitative analysis of 

agriculture and food products, and have provided an alternative to other wet­chemical and 

time­consuming techniques (Cozzolino, 2022; Lohumi et al., 2015). 

Infrared radiation (IR) spectroscopy leverages the fact that solids, liquids and gaseous 

samples  can  absorb  some  of  the  incoming  infrared  radiation  at  specific  frequencies 

producing a spectral ‘fingerprint’ of the sample. The infrared spectrum can be divided into 

three distinct regions; near­ (0.8–2.5 μm, 12,500–4000 cm−1) incorporating both electronic 

and  vibrational  spectroscopy,  mid­  (2.5–25 μm, 4000–400  cm−1)  monitoring  mainly 

molecular vibrations and far­ (25–1000 μm, 400–10 cm−1) infrared containing rotatory and 

vibrational movements (Ozaki, 2021). Infrared­based spectroscopic methods have been used 

to  develop  qualitative  (pattern  recognition)  and  quantitative  (multivariate  calibration) 

procedures for food analysis (Osborne, 2000). MIR fingerprints result from the stretching, 

bending and rotating vibrations of  the molecules  that absorb  the  IR radiation, while NIR 

spectra result from the complex overtones and high­frequency combinations of the shorter 

emitted  wavelengths.  Compared  to  MIR,  NIR  spectroscopy  is  more  adequate  for  food 
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analysis as it requires less sample preparation and can be easily used for in­field and at­line 

analysis (De Marchi et al., 2018). 

 
Fig. 6. Schematic diagram of  typical vibrational spectroscopic techniques (Lohumi et al., 
2015). 

1.4.1 Near­infrared (NIR) spectroscopy 

NIR  spectroscopy  (NIRS)  involves  the  use  of  electromagnetic  radiation  to  probe  the 

vibrational degrees of freedom (DOFs) of molecules. This spectroscopic technique reveals 

molecular information of the sample being probed by measuring absorption bands resulting 

from overtones and combination excitations (Beć et al., 2020). NIR spectroscopic tools are 

comprised of a radiation source, wavelength selector/modulator, sample cell, detector, and 

signal processor (Esteve Agelet, 2011). Spectra can be recorded in reflection, transmission 

or interactance modes (Fig. 8), providing information related to the vibration behaviour of 

typical molecular bonds mainly C­H, O­H, and N­H (Lohumi et al., 2015; Nicolaï  et al., 

2007; Osborne, 2000).  
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Fig. 8. Modes of data collection in NIRS system. (a) Reflectance mode, (b) Transmittance 
mode, and (c) Interactance mode (Qu et al., 2015). 

In recent years, the last two decades or so, NIRS has become a spectroscopic tool of 

choice for many across the sciences. This is because the instrument is chemical­free, cost­

effective, environmentally friendly, safe and easy to use, non­invasive, non­destructive and 

suitable for  in situ  analysis. NIR spectroscopy can be carried out in non­contact mode or 

using an optical fibre, making it much easier to study and analyze aqueous solutions (Ozaki, 

2012).  However,  as  with  all  characterisation  techniques,  there  are  certain  limitations 

associated with NIRS. For one, analysis and interpretation of large data sets can be extremely 

difficult  (due  to  wavelength­dependent  scattering  effects,  instrumental  noise,  ambient 

effects, and other sources of variability), which  can contribute  to  less  robust and  reliable 

results. In this case, chemometrics (a combination of statistical and mathematical sciences) 

can  be  employed  to  complement  the  NIRS  and  help  resolve  issues  associated  with  the 

interpretation of the NIR data  (Nobari Moghaddam et al., 2022; Qu et al., 2015; Teixeira 

Dos Santos et al., 2013). 

According to the flowchart (Fig. 7), chemometrics is mainly used during three phases 

of the NIRS data processing flow: pre­processing of data, classification or regression model 

building,  and  model  validation.  A  variety  of  spectral  pretreatments  are  necessary  when 

dealing with NIRS data, since there is plenty of noise and redundant information, which give 

rise to noise and baseline fluctuations (Ozaki, 2012; Qu et al., 2015). Thus, by employing 

appropriate chemometric algorithms, the pre­processed data could be employed to develop 

qualitative and/ or quantitative models. Of course, the choice of the applied chemometric 

techniques depends heavily on the nature of the dataset. Accordingly, multivariate statistical 

analysis is used for extracting useful information from NIR spectra. This analysis helps solve 
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the complex interactions between components and considers their collective effects on the 

matrices and scrutinizes the sample holistically (Kowalski, 1984). 

 

 
Fig. 7. Work flow of the chemometrics analysis (Nobari Moghaddam et al., 2022) 

In recent years, the use of NIRS in combination with chemometrics for the detection 

of  food  fraud  and  for  food  authentication  purposes  has  been  employed.  The  growth  of 

chemometrics  methods  combined  with  technological  advances  in  NIR  spectroscopic 

instrumentation  have  increased  the  value  of  this  technology  (Nobari  Moghaddam  et  al., 

2022). The application of NIR spectroscopy is far­reaching and has been used to probe many 

foods including, but not limited to: dairy products (Dvorak et al., 2016; Hsieh et al., 2011; 

Ottavian et al., 2012), oils (Li et al., 2020; Luna et al., 2013; Mendes et al., 2015), meat 

(Alamprese et al., 2013; Morsy & Sun, 2013; Prieto et al., 2009), fish and fishery products 

(Currò et al., 2022; Fasolato et al., 2012; Varrà et al., 2022), honey (Bisutti et al., 2019) and 

wine  (Cozzolino et al., 2006; Hencz et al., 2022; Liu et al., 2006). The above­mentioned 

studies highlighted the potential of NIR spectroscopy as rapid and at­line detection method 

for non­destructive estimation of several chemical properties useful to classify the samples 

according to the different experimental conditions under investigation. 

Recently, considerable effort has been made to miniaturize spectroscopic devices such 

that  they be portable  (Beć et al., 2021). These new developments  in spectrometer design 

have  partly  been  driven  by  the  advances  in  microelectromechanical  systems  (MEMS) 

production  (Sorak  et  al.,  2012). Portable NIR  spectrometers  offer  several  advantages  for 

non­destructive, in situ analysis. Such advantages include; small size, low cost, robustness, 

simplicity  of  analysis,  sample user  interface,  portability,  and  ergonomic design  (Teixeira 

Dos Santos et al., 2013). With that said, several issues associated with the miniaturization of 

the  spectrometers  have become  apparent. Most  noticeable  among  them  are  the narrower 

spectral  regions and/or  lower spectral  resolution with which  the portable devices operate 

(Beć et al., 2020).   

NIRS  is  promising  in  food  safety  assessments,  so  more  research  is  needed  to 

investigate its full power and limitations, especially when coupled with different modeling 
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techniques as a way of improving its accuracy and robustness. In the chapters that follow 

(Chapters 3, 4, 5, respectively) the reliability of using bench­top and portable NIR in the 

detection of pyrrolizidine alkaloids in bee pollen, the assessment of chicken breast shelf­life 

and for the classification of eggs from quail fed with silkworm meal is tested combined with 

different multivariate approaches. 

1.5 Chemometrics applications 

Data analysis has become a fundamental task in analytical chemistry due to the vast amount 

of  information  that  can  be  generated  by  modern  analytical  instruments.  Therefore  it  is 

necessary  to  apply multivariate  statistical  procedures  to  efficiently  extract  the maximum 

amount  of  meaningful  information  from  the  large  datasets  that  are  gathered  and  to 

distinguish  significant  trends  in  the data  (Berrueta  et  al.,  2007; Bevilacqua  et  al.,  2017). 

Specifically  and  in  relation  to  this  thesis, chemometric  techniques can be used  to  extract 

meaningful  information  about  food  authenticity  from  large  datasets  gathered  using  the 

various spectroscopic techniques discussed herein.   

1.5.1 Procedure flow  

In Fig. 8, a typical procedure flow highlighting the core components of a well­designed study 

is  shown.  After  the  hypothesis  has  been  formed,  the  design  of  experiment  (DoE)  is 

determined (step 1), whereby the choice of what kind of samples will be collected and how 

those samples will be reliably handled and measured is made. After the sampling and the 

samples preparation (step 2) the data is then analysed according to the strategy outlined (step 

3)  and  pre­processed  to  extract  information  from  the  raw  instrumental  data  and  remove 

random or systematic sources of variation in the data set (Nunes et al., 2015) (step 4). In fact, 

many analytical signals are associated with useless noise or redundant information and data 

pre­treatment (selection of a limited number of informative predictors or data compression) 

is often necessary to filter the useful information and help generate useful models (Oliveri 

&  Downey,  2012).  After  data  pre­processing,  statistical  analysis  of  the  data  has  to  be 

performed to elucidate any trends that exist (step 5). Finally, the results have to be interpreted 

(step 6).    

Chemometrics play a critical role in this process flow since getting meaningful results 

requires not only meaningful data but also meaningful analysis (Kjeldahl & Bro, 2010). In 

chemometrics,  chemical  compounds  are  not  generally  identified  –  instead,  their  spectral 
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patterns and intensities are recorded and used to identify spectral features that distinguish 

sample classes (Trygg et al., 2007). Various statistical analysis methods are grouped under 

the well­established term ‘chemometrics’. Typically, unsupervised methods are used during 

feature identification, to find affiliations and classifications groups, assuming no preliminary 

information about the samples (Creydt & Fischer, 2018). In contrast, supervised methods 

are  generated  based  on  preliminary  information  about  the  samples.  Many  different 

algorithms can be applied to multivariate data sets, some of which are summarized in Fig. 

8. 

1.5.2 Unsupervised and preliminary approach (graphical approach to the dataset) 

Classical  unsupervised  techniques  are  very  useful  for  the  initial  interrogation  of  data 

(Bevilacqua et al., 2017). Such techniques are examples of exploratory data analysis (EDA) 

and  are used  to gain deeper  insight  into high­volume complex data  such  as  a  large NIR 

datasets  (Beć & Huck, 2019). One  such  example  is  principal  component  analysis  (PCA) 

which is especially useful for the analysis of multidimensional data that have some degree 

of correlation (Zhao & Maclean, 2000). The technique involves the reduction of the data 

dimensionality,  allowing  visualization  while  retaining  much  of  the  information  in  the 

original dataset. PCA transforms the original measured variables into uncorrelated variables 

called principal components and is frequently used in exploratory data analysis to determine 

whether there are trends in the dataset. With that said, PCA is not always appropriate. For 

instance, when data are from designed experiments, PCA has limited capacity in extracting 

the information related to the different factors in the design (Bevilacqua et al., 2017).   

Other unsupervised pattern recognition techniques such as cluster analysis (CA), can be used 

for preliminary evaluation of  the information in  the data matrices (Lavine, 2006). In CA, 

samples  are  grouped  by  similarities  without  taking  into  account  the  class  information. 

Clusters refer to sets of observations which are more similar to each other than they are to 

the remaining objects. CA is based on the premise that this similarity is inversely related to 

the distance between samples (Kaufman & Rousseeuw, 1990). The most used type of CA is 

the hierarchical approach (HCA) (Nunes et al., 2015). 
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Fig. 8.   Flowchart of a typical food study with the main related topics and the commonly 
used pattern  recognition  methods. Modified  from  Bevilacqua  et  al.  (2017)  and  Jiménez­
Carvelo et al. (2019). 

1.5.3 Supervised approach 

Supervised classification  involves predicting  interesting characteristics about  the samples 

using  the  data  together  with  some  additional  information  (Bevilacqua  et  al.,  2017).  

Supervised pattern recognition techniques use the class membership of the samples in order 

to classify new unknown samples in one of the known classes  (Vandeginste et al., 1998). 

Classifying  a  sample  involves  predicting  one  or  more  of  its  properties  based  on  the 

information collected during the characterization of the sample. The term class or category 

refers to a collection of objects sharing similar characteristics. It is imperative to highlight 

that the definition of these characteristics is problem­dependent. The same set of samples 

can be grouped in different ways, depending on the problem and the statistical models to be 

used. Supervised methods of analysis are divided into two groups: (i) classification methods 

and (ii) regression methods (Fig. 8). Classification techniques are used for the separation, 
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sorting and grouping of samples with regard to a specific sample property whereas regression 

analysis  groups  the  methods  used  for  the  prediction/quantification  of  chemical  content 

(predictive models) (Beć & Huck, 2019). Given the chemometric applications used in the 

following chapters, supervised classification models rather than regression methods will be 

further discussed. Classification methods play an essential role in food quality assessment 

and are often used to solve various kinds of authentication issues (Bevilacqua et al., 2013) 

and  are  conventionally  divided  into  discriminant  analysis  methods  and  class  modelling 

methods depending on how the model is built.   

Linear  discriminant  analysis  (LDA)  is  based  on  the  determination  of  linear 

discriminant functions, which maximize the ratio of inter­class variance and minimize the 

ratio  of  intra­class  variance  (Berrueta  et  al.,  2007).  With  LDA,  the  number  of  variables 

should not exceed  the number of  samples  (Bevilacqua et al., 2013; Medina et al., 2019), 

however this can easily be solved by employing PCA or feature selection procedures. The 

canonical discriminant analysis (CDA) is a synonym of LDA, and the name points out that 

the  linear  discriminant  model  can  be  expressed  directly  in  terms  of  the  coordinates  of 

samples along the direction(s) of maximum class separation (the canonical variates) (Cruz­

Castillo et al., 1994), instead of the original variables. CDA is used in Chapter 3 & 4 which 

follow as a discriminating method for the purpose of the designed experiments.   

Partial least squares discriminant analysis (PLS­DA) method involves performing a 

multivariate  regression  and  assigning  a  numeric  value  to  each  sample,  followed  by 

classification into specific classes (Brereton & Lloyd, 2014). Despite their differences, many 

authors (Barker & Rayens, 2003; Indahl et al., 2007; Nørgaard et al., 2006) have shown that 

PLS­DA and LDA/CDA are perfectly equivalent. Variable importance in projection (VIP) 

method is often used for identifying significant variables in complex datasets from the PLS­

DA model by calculating  the VIP  score  for each variable.  It also  removes non­important 

variables with VIP score below a threshold (default = 1) (Medina et al., 2019).VIP method 

is implemented in Chapter 3 & 4 to highlight the most influential absorbance wavelengths 

from the PLSDA model. LDA and PLS­DA have been widely used in food research in order 

to  obtain  classification  models,  the  most  often  used  discriminant  approaches  in  food 

fingerprinting (Medina et al., 2019; Nunes et al., 2015).    

The nearest method (KNN) is a distance based non­parametric procedure that is based 

on  the determination of  the distances between  an unknown object  and  the objects  of  the 

training set. The smallest distance is selected for the assignment of the class membership. 
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This method is relatively simple to implement and is especially useful when there are few 

samples.  

Soft independent modelling of class analogies (SIMCA) is a supervised classification 

technique that uses samples with known origin (training samples) to create a classification 

rule which  allows  the  classification of  new  samples  (test  samples) with unknown origin 

(Mees et al., 2018). The SIMCA method has garnered much attention from those who are 

interested in solving food authentication problems in areas such as food chemistry. In such 

applications,  a  training  set  represents  authentic  samples,  the  properties  of  which  are 

compared to those of a suspect sample (Pomerantsev & Rodionova, 2020).  

In recent years, the application of new pattern recognition tools is becoming popular 

in the area of food science, due to their potential ability to solve complex problems related 

to food authenticity. To date, support vector machine (SVM), classification and regression 

tree (CART) and random forest (RF) are the most widely used since they can be used in both 

classification  and  calibration  models.  Their  application  is  widespread  in  areas  such  as 

metabolomics and is growing in the area of food quality and authenticity (Jiménez­Carvelo 

et al., 2019). RF, a relatively new pattern recognition method (Breiman, 2001), is based on 

a strategy named “ensemble learning” whereby many classifiers are generated and their 

results  are  aggregated.  It  is  very  suitable  for  unstable  models  and  for  class  imbalance 

problems (Liu et al., 2013). In Chapter 4 & 5, RF is used as a feature selection  tool for 

selecting  the  most  informative  NIR  wavelengths  and  to  improve  the  classification 

performance.   

Support  vector  machine  (SVM)  is  a  supervised  learning  technique,  based  on  the 

statistical learning theory (Cortes & Vapnik, 1995; Xu et al., 2006). SVM is applicable to 

both classification and regression problems. This method can circumvent the issue of having 

non­evident separation between the regions of the different classes of the samples. However, 

development  of  the model  is  often quite  difficult,  and  a  lot  of  informatics  resources  are 

necessary  (Jiménez­Carvelo  et  al.,  2019).  In  Chapter  5,  SVM,  KNN  and  PLS­DA 

supervised recognition algorithms were performed on NIR informative wavelengths in order 

to exploit the spectroscopic information for pursuing classification purposes. 

1.5.4 Validation procedure 

Prediction models are only useful if appropriate criteria are defined and applied to measure 

the performance of the model (Varmuza & Filzmoser, 2016). To investigate the prediction 

performance of a model, a validation procedure can be conducted during supervised pattern 
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recognition procedures no matter which algorithm is applied. That strategy consists of the 

following methodological steps (Berrueta et al., 2007; Riedl et al., 2015) common for both, 

classification and regression models:  

(1) Selection of a training, and a test set. These sets consist of objects of known class for 

which variables are measured. The training set is used for the optimization of parameters of 

each  multivariate  technique.  Exploratory  data  analysis  (EDA)  and  unsupervised  pattern 

recognition are commonly used to simplify and gain better understanding of datasets. As is 

often  the  case,  the great challenge  is  to  remove  the noise while  retaining  the meaningful 

information (Siebert, 2001).   

(2)  Variable  selection.  Variables  that  contain  information  pertaining  to  the  targeted 

classification  are  kept,  whereas  the  variables  contributing  to  noise  and/or  with  no 

discriminating power are eliminated. Datasets with excessive numbers of variables can give 

rise  to some complications. Firstly,  from a  technical perspective,  too many variables can 

cause the algorithms to run unnecessarily slow; secondly, the predictive performances of the 

algorithms  can  decrease,  especially  in  the  case  of  spectroscopy  analyses  where  the 

wavelength  measurements  are  highly  correlated  to  each  other  (Bisutti  et  al.,  2019).  A 

strategy against the so­called minimal­optimal problem is to use a small (possibly minimal) 

feature set that avoids the use of irrelevant variables (Nilsson et al., 2007). Herein, both a 

RF feature selection (Chapter 4 & 5) procedure based on the Boruta algorithm  (Kursa & 

Rudnicki, 2010) and a Stepwise feature selection (Chapter 3, 4 & 6)  based on the analysis 

of variance (ANOVA) were used to select the most informative wavelengths and to remove 

unrelated and noisy data.   

 (3) Construction of a model using the training set. A mathematical model is derived using 

a certain number of variables measured on the samples (the training set) and their known 

categories.  

(4) Validation of the model using an independent set of samples. This is done to evaluate the 

reliability of the classification achieved (Brereton, 2003; Vandeginste et al., 1998). Model 

validation  process  is  essential  since  it  demonstrates  that  the  models  obtained  by  the 

supervised pattern recognition techniques are sufficient to perform classification of unknown 

samples.  At  best,  there  are  enough  available  samples  to  create  separate  (independent) 

training and test sets, with each set containing class­representative samples. This validation 

procedure is known as external validation (Chapter 5) whereby the test set is completely 

independent from the model building process. However, in food analysis, this ideal situation 

is  rarely  the  case.  In  this  situation,  cross­validation methods  (Chapter 3)  are  commonly 
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employed whereby, the prediction ability of the model is determined by developing a model 

using part of the dataset (training or learning set) and applying it to another part of dataset 

(test set) to validate it.  

1.5.5 Data fusion  

Data fusion is a very useful tool that can be used in parallel with the other aforementioned 

chemometric  methods.  It  can  be  used  in  an  integrated  way,  to  make  good  use  of  the 

abundance of data that often is analysed in food omics studies (Bevilacqua et al., 2017). The 

use of data fusion is expected to increase the global classification/prediction ability, decrease 

the uncertainty of results and enable better outlier detection (Borràs et al., 2015). 

Statistical  data  fusion  achieves  a  global  view  of  the  system  being  investigated  by 

simultaneously focusing on the analysis of multiple sets of data. Low­level data fusion is 

when  individual  data matrices  from different experiments are treated as a single “super­

matrix” to be processed by a multivariate  technique of  choice  to  extract  the  information 

about both experiments; mid­level data fusion involves the integration of the data at the level 

of features which are extracted from each different data block and is generally preferred, 

over low­level, when the goal is to predict rather than interpret. Both strategies are applicable 

to exploratory and predictive analysis. Further data  fusion of the latter  is possible, which 

occurs at the level of the predictions and is known as high level fusion (Bevilacqua et al., 

2017).  The  use  of  data  fusion  approaches  coupled  with  chemometric  classification 

techniques has mostly been reported for the authentication of the food matrices (Biancolillo 

et al., 2014; Borràs et al., 2015; Riuzzi et al., 2021). In Chapter 6 low­level data fusion was 

performed to improve the discriminating capacity of the model applied.  
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CHAPTER 2 

Aim of the study 

_________________________________________________________________________ 

The  main  objective  of  this  doctoral  thesis  is  to  evaluate  NIR  and  NMR  spectroscopic 

techniques  in  combination with pattern  recognition  tools  as  chemometric  approaches  for 

assessing authenticity of food products from animal origin through analytical methods based 

on safety inspection and/or quality traits assessment.  

•  Presence of pyrrolizidine  alkaloids  (PAs) and  their N­oxides  (PANOs)  in bee pollen 

have been reported to cause toxicity in humans. Since consumption of bee pollen as a 

food supplement has increased recently, there is need for rapid detection of these natural 

toxins  in  food;  a  challenge  that  could  be  met  by  NIR  spectroscopy.  Two  NIR 

spectroscopic devices (portable and benchtop) were used to discriminate levels of PAs 

and PANOs in bee pollen and their capacities to do so were evaluated (Chapter 3). 

•  Fresh  chicken  meat  is  highly  perishable,  leading  to  a  fast  loss  of  freshness  during 

storage. Due to its relatively short shelf life, a rapid, cost­effective and non­destructive 

quality control system to assess meat freshness is needed. The capacities of two NIR 

spectroscopic devices  (portable and benchtop)  to analyse chicken meat  freshness are 

explored  in discriminating  among  four  refrigeration  time  (2,  6,  10  and 14 days post 

mortem) coupled with multivariate classifier models (Chapter 4).  

•  Insects  represent  an  alternative  to  conventional  protein  and  lipid  feedstuffs  for 

monogastric animals, providing strategic solutions to address some environmental and 

ethical  concerns.  Therefore,  the  need  for  rapid  and  reliable  analytical  methods  for 

evaluating product  quality,  preferably  exploiting  real­time  methods  arises.  For  these 

reasons, capabilities of a VIS/NIR and two NIR instruments (portable and bench­top) to 

discriminate  among  table  eggs  from  quails  fed  with  different  inclusion  levels  of 

silkworm  pupa  meal  is  evaluated  throughout  four  supervised  pattern  recognition 

models. An  in­depth  interpretation of  the most predictive VIS/NIR and NIR features 

selected by a random forest (RF) algorithm was another challenge of the experimental 

trial (Chapter 5). 

•  Forage may affect the environmental sustainability of a given dairy chain, the quality of 

milk and its suitability for high­value dairy products. To better understand the influence 

of the dietary forage proportion, especially in the case of intensive dairy systems, NMR 
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metabolomic  and  FAs  profiles  of  milk  are  gathered  and  analysed  giving  better 

understanding  of  the  relationship  between  feeding  system  and  the  wide  pool  of 

biomarkers useful to authenticate the milk dairy chain (Chapter 6).  
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Appendix A.  

Supplementary data 

 
Fig. 1S. NIR­benchtop. The mean NIR absorbance curves after pre­treatment for eggs (yolk 
and albumen) of quails fed 4 dietary levels of silkworm meal (SWM 0­12% inclusion).  
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Fig. 2S. NIR­portable. The mean NIR absorbance curves after pre­treatment for eggs (yolk 
and albumen) of quails fed 4 dietary levels of silkworm meal (SWM 0­12% inclusion).  
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Fig. 3S. VIS/NIR­portable. The mean NIR absorbance curves after pre­treatment for eggs 
(yolk and albumen) of quails fed 4 dietary levels of silkworm meal (SWM 0­12% inclusion).  
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Table 1S. NIR­benchtop – Performance of the supervised models in classifying eggs from 

quails fed increasing levels of SWM by external validation. 

PLS­DA  Accuracy = 0.76    Actual 

Predicted    Sensitivity  Specificity  MCC   SWM0  SWM4  SWM8  SWM12 

SWM0    1.00  0.89  0.82    12  3  1  0 

SWM4    0.17  0.83  0.00    0  2  5  1 

SWM8    0.33  0.75  0.08    0  5  4  4 

SWM12    0.58  0.89  0.49    0  2  2  7 

KNN  Accuracy = 0.79    Actual 

Predicted    Sensitivity  Specificity  MCC   SWM0  SWM4  SWM8  SWM12 

SWM0    0.92  1.00  0.94    11  0  0  0 

SWM4    0.83  0.75  0.52    1  10  8  0 

SWM8    0.17  0.78  ­0.06    0  1  2  7 

SWM12    0.42  0.92  0.39    0  1  2  5 

SVM­linear  Accuracy = 0.79    Actual 

Predicted    Sensitivity  Specificity  MCC   SWM0  SWM4  SWM8  SWM12 

SWM0    0.83  1.00  0.89    10  0  0  0 

SWM4    0.83  0.67  0.43    2  10  9  1 

SWM8    0.25  0.81  0.06    0  1  3  6 

SWM12    0.42  0.97  0.51    0  1  0  5 

SVM­radial  Accuracy = 0.77    Actual 

Predicted    Sensitivity  Specificity  MCC   SWM0  SWM4  SWM8  SWM12 

SWM0    0.75  1.00  0.83    9  0  0  0 

SWM4    0.83  0.64  0.41    3  10  9  1 

SWM8    0.25  0.78  0.03    0  1  3  7 

SWM12    0.33  0.97  0.43    0  1  0  4 

 
PLS­DA,  partial  least  squares­discriminant  analysis;  KNN,  K­nearest  neighbour;  SVM­

linear,  support  vector machine­linear; SVM­radial,  support  vector  machine­radial; MCC, 

Matthew correlation coefficient; SWM0­SWM12, dietary inclusion (% on dry matter basis) 

of 0, 4, 8, 12  of  silkworm meal (SWM).
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Table 2S. NIR­portable – Performance of the supervised models in classifying eggs from 

quails fed increasing levels of SWM by external validation. 

PLS­DA  Accuracy = 0.71    Actual 

Predicted    Sensitivity  Specificity  MCC   SWM0  SWM4  SWM8  SWM12 

SWM0    1.00  0.69  0.60    12  5  6  0 

SWM4    0.00  1.00  n.d.    0  0  0  0 

SWM8    0.25  0.69  ­0.05    0  4  3  7 

SWM12    0.42  0.83  0.26    0  3  3  5 

KNN  Accuracy = 0.75    Actual 

Predicted    Sensitivity  Specificity  MCC   SWM0  SWM4  SWM8  SWM12 

SWM0    0.58  1.00  0.72    7  0  0  0 

SWM4    0.58  0.75  0.31    5  7  4  0 

SWM8    0.67  0.61  0.24    0  4  8  10 

SWM12    0.17  0.97  0.25    0  1  0  2 

SVM­linear  Accuracy = 0.75    Actual 

Predicted    Sensitivity  Specificity  MCC   SWM0  SWM4  SWM8  SWM12 

SWM0    0.92  1.00  0.94    11  0  0  0 

SWM4    0.58  0.78    0.34    1  7  7  0 

SWM8    0.42  0.61    0.02    0  3  5  11 

SWM12    0.08  0.94  0.05    0  2  0  1 

SVM­radial  Accuracy = 0.76    Actual 

Predicted    Sensitivity  Specificity  MCC   SWM0  SWM4  SWM8  SWM12 

SWM0    1.00  1.00  1.00    12  0  0  0 

SWM4    0.67  0.81  0.44    0  8  7  0 

SWM8    0.25  0.67  ­0.08    0  2  3  10 

SWM12    0.17  0.89  0.07    0  2  2  2 

PLS­DA,  partial  least  squares­discriminant  analysis;  KNN,  K­nearest  neighbour;  SVM­
linear,  support  vector machine­linear; SVM­radial,  support  vector  machine­radial; MCC, 
Matthew correlation coefficient; SWM0­SWM12, dietary inclusion (% on dry matter basis) 
of 0, 4, 8, 12  of  silkworm meal (SWM). 
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Table 3S. VIS/NIR­portable – Performance of  the  supervised models  in classifying eggs 

from quails fed increasing levels of SWM by external validation. 

PLS­DA  Accuracy = 0.65    Actual 

Predicted    Sensitivity  Specificity  MCC   SWM0  SWM4  SWM8  SWM12 

SWM0    0.33  0.78  0.11    4  3  3  2 

SWM4    0.08  0.72  ­0.20    8  1  2  0 

SWM8    0.00  0.97  ­0.08    0  0  0  1 

SWM12    0.75  0.58  0.29    0  8  7  9 

KNN  Accuracy = 0.70    Actual 

Predicted    Sensitivity  Specificity  MCC   SWM0  SWM4  SWM8  SWM12 

SWM0    0.17  0.89  0.07    2  0  1  3 

SWM4    0.33  0.75  0.08    7  4  2  0 

SWM8    0.67  0.69  0.32    3  4  8  4 

SWM12    0.42  0.86  0.30    0  4  1  5 

SVM­linear  Accuracy = 0.67    Actual 

Predicted    Sensitivity  Specificity  MCC   SWM0  SWM4  SWM8  SWM12 

SWM0    0.33  0.86  0.22    4  0  2  3 

SWM4    0.25  0.75  0.00    6  3  3  0 

SWM8    0.25  0.81  0.06    0  4  3  3 

SWM12    0.50  0.69  0.18    2  5  4  6 

SVM­radial  Accuracy = 0.67    Actual 

Predicted    Sensitivity  Specificity  MCC   SWM0  SWM4  SWM8  SWM12 

SWM0    0.17  0.83  0.00    2  1  1  4 

SWM4    0.25  0.67  ­0.08    8  3  4  0 

SWM8    0.50  0.78  0.26    2  3  6  3 

SWM12    0.42  0.83  0.26    0  5  1  5 

PLS­DA,  partial  least  squares­discriminant  analysis;  KNN,  K­nearest  neighbour;  SVM­
linear,  support  vector machine­linear; SVM­radial,  support  vector  machine­radial; MCC, 
Matthew correlation coefficient; SWM0­SWM12, dietary inclusion (% on dry matter basis) 
of 0, 4, 8, 12 of  silkworm meal (SWM). 
 



 82 
 

 

Table 4S. VIS/NIR­portable – Performance of  the  supervised models  in classifying eggs 
from quails fed without (SWM0) or with SWM (SWM4­12) by external validation. 
 

PLSDA  Accuracy = 0.67    Actual 

Predicted    Sensitivity  Specificity  MCC    SWM0  SWM4­12 

SWM0    0.33  0.78  0.11    4  8 

SWM4­12     0.78  0.33  0.11    8  28 

KNN   Accuracy = 0.71    Actual 

Predicted    Sensitivity  Specificity  MCC    SWM0  SWM4­12 

SWM0    0.17  0.89  0.07    2  4 

SWM4­12    0.89  0.17  0.07    10  32 

SVM­linear  Accuracy = 0.73    Actual 

Predicted    Sensitivity  Specificity  MCC    SWM0  SWM4­12 

SWM0    0.33  0.86  0.22    4  5 

SWM4­12    0.86  0.33  0.22    8  31 

SVM­radial  Accuracy = 0.67    Actual 

Predicted    Sensitivity  Specificity  MCC    SWM0  SWM4­12 

SWM0    0.17  0.83  0.00    2  6 

SWM4­12    0.83  0.17  0.00    10  30 

PLS­DA,  partial  least  squares­discriminant  analysis;  KNN,  K­nearest  neighbour;  SVM­

linear,  support  vector machine­linear; SVM­radial,  support  vector  machine­radial; MCC, 

Matthew correlation coefficient; SWM0, no dietary inclusion of silkworm meal; SWM4­12, 

merging of feeding groups with dietary inclusion of silkworm meal. 

 
 

   



 83 
 

 

CHAPTER 6 
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Appendix A.  

Supplementary data 

 

 
Fig 1S. Overlapping of the total 90 NMR spectra of milk samples from the three different 

forage sources (a) and the integration zone of all 92 detected signals in the range between 0 

and 9 ppm (b). 
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Table S1. Mean ingredients and proximate composition (average ± standard deviation) of 

total mixed rations based on different forage sources (FS). 

 

   

   MS  GMS  HAY 

Ingredients (% DM)           

Maize silage  34.0 (±7.1)  8.9 (±6.3)   

Grass silage  8.4 (±7.0)  26.5 (±10.7)   

Lucerne silage  2.9 (±4.9)  8.0 (±6.9)   

Lucerne hay  3.6 (±5.0)  3.5 (±5.2)  26.6 (±4.8) 
Meadow hay  4.7 (±5.5)  2.2 (±3.1)  21.2 (±5.9) 
Straw  1.8 (±1.9)  0.4 (±0.8)  2.6 (±3.0) 
Energy concentratesa  23.1 (±4.3)  34.1 (±6.8)  34.2 (±2.7) 
Protein concentratesb  19.3 (±3.0)  14.7 (±7.3)  13.1 (±3.9) 
Residualc  2.2 (±2.6)  1.7 (±2.2)  2.2 (±1.8) 

Proximate composition (% DM)       
DM (%)  52.9 (±3.7)  49.4 (±6.6)  75.6 (±5.8) 

Crude protein  15.2 (±0.8)  15.6 (±0.9)  15.1 (±1.1) 

Ether extract  3.7 (±0.4)  3.6 (±0.5)  3.2 (±0.4) 
Ash  8.0 (±0.7)  8.4 (±1.3)  7.9 (±1.3) 
aNDF  34.8 (±3.1)  34.7 (±3.0)  37.2 (±5.0) 
ADF  22.9 (±2.2)  22.2 (±2.0)  26.4 (±3.8) 
Non­fibre carbohydrates  38.3 (±2.6)  37.7 (±2.3)  36.6 (±5.1) 
Starch  25.4 (±2.0)  23.6 (±2.5)  20.9 (±4.8) 
MS, maize silage; GMS, grass­legume and maize silage; HAY, lucerne and permanent meadow hay. 
aMainly maize products. b Mainly soybean and sunflower products. c Molasses, vit­mineral premix.  
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Table 2S. List of the fatty acids (FA) quali­quantitatively determined by GC­MS in milk 

samples from three different forage sources of cows’ diets, their relative mean concentrations 

(g 100 g­1 total FA), standard error (SEM) and P­value resulting from the ANOVA. 

 
Fatty acids  

(g/100 g total FA) 
MS  GS  HAY  SEM  P value 

C4:0  3.68  3.89  3.87  0.09  0.24 

C6:0  3.38  3.39  3.13  0.14  0.35 

C8:0  2.49  2.58  2.22  0.15  0.20 

C10:0  5.29  5.67  5.03  0.29  0.28 

C10:1  0.54  0.46  0.39  0.05  0.16 

C11:0  0.24  0.13  0.12  0.06  0.30 

C12:0  5.71  6.15  5.61  0.23  0.22 

C12:1 trans  0.23  0.14  0.11  0.06  0.34 

C12:1 cis   0.25  0.16  0.13  0.06  0.31 

C13:0  0.32  0.22  0.21  0.05  0.34 

C14:0 iso  0.29  0.19  0.20  0.06  0.45 

C14:0  13.36  14.23  13.91  0.31  0.14 

C14:1 cis­9  1.72  1.72  1.53  0.06  0.03 

C15:0 anteiso  0.53  0.47  0.47  0.05  0.58 

C15:0 iso  0.85  0.77  0.83  0.05  0.44 

C15:0  1.83  1.90  1.91  0.05  0.48 

C15:1  0.24  0.07  0.14  0.06  0.20 

C16:0 iso  0.35  0.36  0.36  0.01  0.92 

C16:0  24.16  23.59  23.84  0.49  0.71 

C16:1 trans   0.33  0.32  0.31  0.01  0.56 

C16:1 cis­9  2.46  2.40  2.18  0.06  <0.001 

C17:0 anteiso  0.60  0.60  0.68  0.01  <0.001 

C17:0 iso  0.82  0.82  0.87  0.02  0.19 

C17:0  1.01  1.06  1.14  0.03  <0.001 

C17:1 cis­9  0.39  0.44  0.41  0.01  0.01 

C18:0  10.65  10.34  10.90  0.34  0.50 

C18:1 cis­9 (Oleic Acid)  12.58  12.31  13.08  0.28  0.14 

C18:1 isomer 1  0.59  0.51  0.53  0.05  0.47 

C18:1 isomer 2  0.64  0.65  0.68  0.05  0.81 

C18:1 isomer 3  0.23  0.22  0.24  0.02  0.67 
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C18:2 cis­9, cis­12 (LA)  1.69  1.66  1.89  0.08  0.08 

C18:2 isomer 1  0.13  0.12  0.14  0.01  0.60 

C19:0  0.08  0.09  0.09  0.01  0.60 

C18:3 isomer 1  0.11  0.11  0.12  0.01  0.57 

C19:1  0.09  0.10  0.10  0.00  0.24 

C18:3 n­3 (linolenic)  0.47  0.59  0.92  0.04  <0.001 

C18:2 cis­9 trans­11 (rumenic)  0.71  0.67  0.76  0.04  0.40 

C20:0  0.15  0.16  0.17  0.01  0.38 

C20:1  0.20  0.21  0.24  0.01  <0.001 

C20:3 n­6  0.17  0.16  0.19  0.01  0.26 

C20:4 n­6  0.29  0.27  0.29  0.02  0.75 

C22:0  0.05  0.05  0.06  0.01  0.74 

Total SFA  75.92  76.72  75.62  0.48  0.25 

Total MUFA  20.47  19.70  20.08  0.35  0.31 

Total PUFA  3.57  3.58  4.30  0.19  0.01 
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Table 3S. List of 1H NMR compounds, chemical shift values (ppm range), relative levels 

and proton assignments determined in milk samples from three different forage sources of 

cows’ diets, standard error (SEM) and P­value resulting from the ANOVA. 

Variable 
1H Chemical shift  

(range ppm) 
MS  GS  HAY  SEM  P value  2Identification 

v1  0.90 ­ 0.87  0.23  0.18  0.19  0.02  0.24  Leucine/Isoleucine 

v2  0.94 ­ 0.90  0.24  0.18  0.20  0.02  0.08  Valine 

v3  1.02 ­ 1.01  0.03  0.02  0.03  0.00  0.13   

v4  1.08 ­ 1.06  0.02  0.02  0.02  0.00  0.13   

v5  1.10 ­ 1.09  0.01  0.01  0.01  0.00  0.73   

v6  1.22 ­ 1.18  0.66  0.69  0.62  0.02  0.11   

v7  1.32 ­ 1.23  0.75  0.54  0.54  0.13  0.44   

v8  1.34 ­ 1.32  0.10  0.08  0.14  0.03  0.31  Lactate 

v9  1.45 ­ 1.45  0.01  0.01  0.01  0.00  0.19  Alanine 

v10  1.50 ­ 1.47  0.04  0.04  0.04  0.00  0.38  Butyrate 

v11  1.61 ­ 1.56  0.14  0.09  0.10  0.02  0.12   

v12  1.81 ­ 1.76  0.06  0.06  0.07  0.00  0.93   

v13  1.92 ­ 1.90  0.06  0.06  0.07  0.01  0.65  Acetate 

v14  2.04 ­ 1.99  0.13  0.12  0.12  0.01  0.48   

v15  2.07 ­ 2.04  0.55  0.57  0.56  0.02  0.74  N­acetylglucosamine 

v16  2.09 ­ 2.09  0.01  0.01  0.01  0.00  0.73   

v17  2.10 ­ 2.09  0.02  0.02  0.02  0.00  0.26   

v18  2.18 ­ 2.13  0.22  0.18  0.18  0.02  0.20  Glutamate + Methionine 

v19  2.23 ­ 2.22  0.03  0.03  0.03  0.00  0.69  Succinate 

v20  2.27 ­ 2.24  0.04  0.04  0.04  0.00  0.34   

v21  2.31 ­ 2.30  0.03  0.03  0.03  0.00  0.82   

v22  2.34 ­ 2.33  0.01  0.01  0.01  0.00  0.74   



 98 
 

 

v23  2.35 ­ 2.35  0.02  0.02  0.02  0.00  0.33   

v24  2.45 ­ 2.36  0.23  0.24  0.23  0.01  0.88  Creatine/phosphocreatine 

v25  2.57 ­ 2.49  1.09  1.17  1.04  0.04  0.13  Citrate 

v26  2.61 ­ 2.60  0.01  0.01  0.01  0.00  0.27   

v27  2.74 ­ 2.66  1.14  1.20  1.09  0.05  0.26  Citrate 

v28  2.83 ­ 2.83  0.01  0.01  0.01  0.00  0.26   

v29  2.89 ­ 2.87  0.03  0.02  0.03  0.00  0.26  Creatine 

v30  2.92 ­ 2.90  0.02  0.02  0.03  0.00  0.34   

v31  2.95 ­ 2.94  0.01  0.01  0.01  0.00  0.02   

v32  3.01 ­ 2.98  0.06  0.06  0.06  0.00  0.94  Alpha­ketoglutarate 

v33  3.03 ­ 3.03  0.01  0.01  0.02  0.00  0.34  Creatine/Phosphocreatine 

v34  3.06 ­ 3.04  0.21  0.22  0.21  0.01  0.43  Creatinine 

v35  3.07 ­ 3.06  0.03  0.03  0.03  0.00  0.46   

v36  3.12 ­ 3.10  0.07  0.07  0.07  0.00  0.83   

v37  3.14 ­ 3.12  0.04  0.05  0.03  0.00  <0.001   

v38  3.15 ­ 3.14  0.03  0.03  0.03  0.00  0.38   

v39  3.16 ­ 3.15  0.03  0.03  0.03  0.00  0.50   

v40  3.19 ­ 3.19  0.01  0.02  0.01  0.00  0.12   

v41  3.23 ­ 3.22  0.33  0.35  0.30  0.02  0.03  Choline/Phosphocoline 

v42  3.29 ­ 3.24  8.61  9.03  8.79  0.30  0.61  Lactose + Betaine 

v43  3.38 ­ 3.36  0.14  0.14  0.13  0.02  0.86   

v44  3.42 ­ 3.40  0.09  0.10  0.10  0.00  0.57   

v45  3.44 ­ 3.42  0.15  0.16  0.16  0.01  0.46   

v46  3.46 ­ 3.44  0.18  0.18  0.16  0.02  0.52   

v47  3.47 ­ 3.46  0.10  0.10  0.10  0.00  0.81   

v48  3.49 ­ 3.47  0.16  0.16  0.17  0.01  0.50   

v49  3.58 ­ 3.50  26.84  28.10  27.08  0.95  0.60  Lactose 
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v50  3.64 ­ 3.58  32.77  34.37  33.20  1.18  0.60  Lactose 

v51  3.66 ­ 3.64  1.19  1.32  1.17  0.05  0.04  Lactose 

v52  3.71 ­ 3.66  13.03  13.74  13.24  0.47  0.54  Lactose 

v53  3.77 ­ 3.72  12.96  13.57  13.17  0.48  0.65  Lactose 

v54  3.85 ­ 3.77  25.88  27.19  26.18  0.92  0.56  Lactose 

v55  3.88 ­ 3.85  9.86  10.32  10.04  0.35  0.64  Lactose 

v56  3.92 ­ 3.88  13.19  13.85  13.31  0.46  0.55  Lactose 

v57  3.94 ­ 3.92  7.71  8.03  7.76  0.28  0.67  Lactose 

v58  3.97 ­ 3.94  4.71  5.07  4.83  0.17  0.31  Lactose 

v59  4.03 ­ 4.00  0.16  0.16  0.15  0.01  0.63   

v60  4.08 ­ 4.03  0.30  0.30  0.29  0.01  0.83   

v61  4.11 ­ 4.08  0.08  0.08  0.08  0.00  0.69   

v62  4.15 ­ 4.13  0.02  0.02  0.02  0.00  0.38   

v63  4.22 ­ 4.15  0.13  0.13  0.12  0.01  0.67   

v64  4.30 ­ 4.26  0.11  0.12  0.11  0.00  0.58   

v65  4.35 ­ 4.30  0.17  0.16  0.18  0.01  0.22   

v66  4.46 ­ 4.38  9.69  10.18  9.81  0.34  0.57  Lactose 

v67  4.50 ­ 4.46  0.10  0.10  0.09  0.00  0.38   

v68  4.57 ­ 4.51  0.11  0.11  0.11  0.01  0.90  Galactose 

v69  4.66 ­ 4.57  3.53  3.68  3.56  0.12  0.62  Lactose 

v70  5.07 ­ 5.04  0.05  0.07  0.05  0.01  0.14   

v71  5.17 ­ 5.16  0.05  0.05  0.05  0.00  0.40  Mannose 

v72  5.24 ­ 5.17  4.63  4.88  4.67  0.16  0.52  Lactose + Galactose 

v73  5.35 ­ 5.31  0.03  0.03  0.03  0.00  0.37   

v74  5.42 ­ 5.35  0.08  0.08  0.07  0.01  0.50   

v75  5.46 ­ 5.42  0.02  0.02  0.02  0.00  0.46  Glucose­1­phosphate 

v76  5.56 ­ 5.50  0.02  0.02  0.01  0.00  0.14  UDP­N­acetylglucosammine 
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v77  5.82 ­ 5.68  0.19  0.20  0.18  0.01  0.33  Cis­aconitate 

v78  5.87 ­ 5.83  0.01  0.01  0.01  0.00  0.09   

v79  5.91 ­ 5.88  0.00  0.00  0.00  0.00  0.34  Uridine 

v80  5.99 ­ 5.95  0.01  0.01  0.01  0.00  0.02   

v81  6.19 ­ 6.15  0.05  0.05  0.05  0.00  0.11  Orotate 

v82  6.56 ­ 6.51  0.00  0.00  0.00  0.00  <0.001  Fumarate 

v83  6.65 ­ 6.61  0.00  0.00  0.00  0.00  0.47   

v84  6.82 ­ 6.73  0.03  0.02  0.03  0.00  0.17   

v85  7.32 ­ 7.22  0.03  0.03  0.03  0.00  0.13   

v86  7.36 ­ 7.32  0.01  0.01  0.01  0.00  0.19   

v87  7.54 ­ 7.50  0.02  0.01  0.01  0.00  <0.001  Hippurate 

v88  7.62 ­ 7.56  0.01  0.01  0.01  0.00  0.01  Hippurate 

v89  7.83 ­ 7.73  0.32  0.29  0.32  0.02  0.43   

v90  7.88 ­ 7.83  0.02  0.02  0.01  0.00  <0.001  Hippurate 

v91  7.96 ­ 7.93  0.01  0.01  0.01  0.00  0.92   

v92  8.14 ­ 8.02  0.05  0.05  0.05  0.00  0.89  Adenine 

1 Values are reported as relative abundance 
2 Identification of NMR signals was performed according to Klein et al., 2010; Sundekilde, 
Larsen, & Bertram, 2013, Tenori et al., 2018; Yanibada et al., 2018. 
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CHAPTER 7 

Conclusions 

_____________________________________________________________ 

With the increasing complexity of food chains and hidden food fraud, the authentication of 

agri­food  products  has  become  a  crucial  task  in  recent  times.  Increasing  interest  and 

awareness about  food product quality  in  the general public has necessitated accurate and 

precise  analytical  methods  in  order  to  guarantee  the  quality  of  food.  Thus,  there  is  a 

requirement  to  introduce  modern,  affordable  and  rapid  food  control  methods  (when 

compared to traditional methods) to ensure product quality. 

In this doctoral thesis, NIR and NMR spectroscopy are used across four studies in an effort 

to  determine  the  viability  of  those  techniques  when  it  comes  to  food  authentication. 

Specifically,  in  Chapter  3  benchtop  and  portable  NIR  tools  are  used  with  chemometric 

techniques  to determine  the presence of  pyrrolizidine alkaloids  (PAs) and  their N­oxides 

(PANOs) (which have been reported to cause toxicity in humans) in bee pollen. Here the 

need, as suggested from the EFSA, to develop new methods to detect PAs/PANOs in food. 

The combination of NIR with a statistical modelling approach have been demonstrated to 

have  the potential  to be  applied  for  rapid and reliable  identification of contaminated bee 

pollen  in  large­scale  screening  in  the  food  supply  chain  by  also  using  a  portable­at­line 

operating system.    
In Chapter 4, NIRS classification and modelling abilities were also tested on chicken 

breasts, which were classified according to their freshness. Preservation of quality during 

refrigerated storage represents one of the main challenges for the poultry industry especially 

if poultry meat's relatively short shelf life is considered. NIR spectroscopy coupled with a 

multivariate  model  provided  deep  insight  into  the  physicochemical  processes  occurring 

during storage of  fresh chicken meat cuts. Spectroscopy showed reliable  effectiveness  to 

recognise a 7­day shelf life threshold of breasts, suitable for routine at­line application for 

screening  of  meat  quality.  The  bench­top  instrument  provided  a  wide  range  of  spectral 

information suitable for the in­depth interpretation of biochemical and spoilage phenomena 

causing meat deterioration.   

The  inclusion of PAPs  from  insects  in  feed  formulation  for  egg­producing poultry 

species  could  represent  a  premium  value  by  declaring  a  highly­marketable  labelling 

designation and a shift towards a more sustainable production system which includes  the 
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utilisation of new feedstuffs with remarkable sustainability. Therefore, in Chapter 5, a study 

on  table eggs  from quails highlighted  the  feasibility of NIR spectroscopy combined with 

multivariate statistical models as rapid screening approach to differentiate eggs according to 

the inclusion of silkworm meal in quails’ diet. The results demonstrated that a random forest 

(RF) spectral NIR variable selection improved the classification performance and provided 

reliable  results  for  the  insect­in­diet  identification  avoiding  useless  and  interfering 

information.  However,  the  similarities  among  the  spectral  patterns  for  the  SWM­classes 

resulted  in poor predictive performance for all the spectroscopic devices and ML models 

combinations.  Therefore,  the  assessment  of  the  prediction  in  external  validation  was 

performed also by a binary approach ­ SWM absence or presence. According to this, both 

NIR­benchtop  and NIR­portable  devices  reported  satisfactory  classification performance, 

especially if combined with KNN and SVM models. Moreover, the main outcomes of this 

study revealed that the classification performances of NIR instruments varies according to 

the statistical model applied. Among  the different  tested  techniques, SVM or KNN have 

shown the best predictive performances. 

Based  on  the  experimental  findings  of  Chapters  3,  4  &  5,  non­destructive  NIR 

spectroscopy  could  represent  an  end­step  valuable  screening  authentication  approach 

providing a comprehensive overview of the analysed sample. In all NIR­related studies, the 

bench­top  instrument provided satisfactory accuracy and it might be considered the more 

feasible NIR tool to achieve the purpose of the studies. Considering an operative scenario, 

the challenge of portable NIR instruments could be its suitability for rapid at­line screening 

along the supply chain in a real time scenario. In fact, despite worse optical properties and 

negative interference of the field, the advantages of portable NIR tools (simple hardware, 

low­power consumption, and small size) allow it to be an at/in­line flexible, efficient, fast, 

and reliable alternative to food matrices.  

 NIR cannot  replace conventional  techniques, but  it can be  combined with  them  to 

reduce  the  number  of  wet­chemistry  analyses  and  improve  the  efficiency  of  the  testing 

process.  The  speed  of  analysis  and  response  of  NIR  technology  suits  the  inspection    of 

perishable products that have a short supply chain. 

In Chapter 6, comparison of milk samples from different forage­based dairy chains 

was conducted. Forage type affects the environmental sustainability of a given dairy chain 

and has considerable impact on the quality of the milk and its suitability for specific cheese 

such  as  those  having  PDO  trademark,  often  subjected  to  fraudulent  actions.  1H  NMR 

combined with multivariate statistical analysis showed that only total replacement of maize 
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silage with dried forages (hays) in the cows’ diet led to significant variations in ruminal and 

mammary metabolism with relevant changes in the milk fatty acids and NMR  profiles. The 

milk  metabolomic  profile  was  not  significantly  modified  when  the  ensiled  whole­plant 

maize  was  only  partially  replaced  by  a  mix  of  legume  and  grass  silages.  From  a 

methodological point of view, a low­level FA and NMR data fusion coupled with a CDA 

chemometric approach was shown to enhance the predictive performance of the supervised 

CDA discriminant model for bulk milk samples from the different feeding systems. 1H NMR 

was shown  to be an  a very  responsive and high­performance  technology  effective  in  the 

assessment the existence of milk non­target metabolites quickly. 

In  summary,  both  NIR  and NMR spectroscopic  techniques have been  shown  to be 

accurate and effective analytical methods for inspection to control food authentication and/or 

safety  on  a  real  operative  scenario  based  on  rapid,  eco­friendly  and  non­destructive 

assessment.  Indeed,  for  the  animal  food  supply  chain  one  of  the  main  challenges  still 

remaining is the ability to implement simple but reliable routinary authentication methods 

while keeping  the  costs  low and  the performance  level high, which  is currently a gap  in 

research  that  can  be  further  explored  and  improved.  A  further  goal  is  to  have  a  better 

understanding of the interaction between infrared radiation and  molecular functional groups 

of given food to improve the understanding of NIR spectra for the meaningful interpretation 

of spectra from molecules ranging from single compounds to polymers. 
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